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Época

Uma passada de todos os exemplos de treinamento na rede, 
para frente e uma para trás (Backpropagation) para ajustar os 
pesos dos nós.

Tamanho do lote (Batch size)

Número de exemplos de treinamento em uma passada ida e 
volta na rede.  Quanto maior o tamanho do lote, mais espaço 
de memória será necessário. X

Número de iterações

Número de passadas idas e voltas na rede, cada passada 
usando o número de exemplos [tamanho do lote]. Se você 
tiver 1000 exemplos de treinamento e seu tamanho de 
lote for 500, serão necessárias duas iterações para 
concluir uma época.



Taxa de Aprendizagem (Learning Rate)

Determina a velocidade do aprendizado.
Redes neurais de aprendizado profundo são treinadas usando o algoritmo de descida gradiente estocástico.
Ou seja, depende de variáveis aleatórias.
A descida gradiente estocástica é um algoritmo de otimização que estima o gradiente de erro para o estado atual do 
modelo, usando exemplos do conjunto de dados de treinamento, e em seguida, atualiza os pesos do modelo usando o 
algoritmo de retropropagação de erros, conhecido como retropropagação simples.
A quantidade de atualização dos pesos durante o treinamento é chamado de taxa de aprendizado.

Learning rate (alpha) is the hyperparameter which is responsible for the speed to approach the local optima.



Taxa de Aprendizagem



Regularização

Serve para prevenir o overfitting ou superajuste, que é quando a rede fica muito especializada nos dados de 
treinamento, você pode imaginar como se ela decorasse os resultados corretos que tem nos dados de treino, mas, 
quando recebe novos dados, dados que ela não conhece, ela se sai mal, ela perdeu a generalização.
São fornecidos dois tipos: L1 e L2.

A L1 é mais indicada em casos que se tenha dados de features esparços, onde é necessário selecionar alguns em 
muitas opções. Então, a L1 vai selecionar essas poucas features e atribuir pesos altos a elas, e as demais, as que não 
foram selecionadas por ela, um peso baixo ou zero.

A L2 é indicada para quando se tem entradas correlacionadas, e o que determina o peso que ela vai atribuir as 
conexões dos neurônios, é o nível de correlacionamento. 

Quanto maior o Regularization Rate, menor é o range dos pesos.

Os pesos podem ser de 0 a 10.



Data

É a parte onde você escolhe o tipo de distribuição dos dados pra testar a rede.
As opções para classificação são: Círculo, Gaussiano, Ou exclusivo e Espiral.
E para regressão: Plano e Multi Gaussiano.

Classification Data:
A variável Y é um 
valor 0 ou 1. 
Bolinhas azuis ou 
laranjas

Regression Data:
A variável Y é um 
valor entre 0 e 1. 
Bolinhas em 
diversos tons entre 
azul e laranja 

The intensity of the color shows how confident that prediction is.



Features

São as características dos dados que a rede usará pra fazer seu trabalho de classificação ou regressão, podemos 
dizer que features são as entradas.



Camadas ocultas
Aumenta e diminui o número de camadas ocultas.
Também pode selecionar os neurônios para cada camada oculta e experimentar diferentes camadas e 
neurônios ocultos e verificar como os resultados estão mudando.

Pontos 
pretos 
representam 
resultados 
das funções 
de ativação

As cores das 
linhas 
representam 
os pesos das 
conexões

When the hidden 
layers are 3 or 
more then we 
called it a deep 
neural network.



Função de Ativação

Rectified linear unit (ReLU) 
is a actually preferred 
choice for all hidden layers.



Considere 
essa situação 
inicial para as 
próximas 
questões.

The basic model 
(shallow neural 
network)
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Questões:

a) Esse modelo é capaz de aprender não 
linearidades?

b) Aumentando-se o número de neurônios é 
capaz de aprender a não linearidade?

c) Alterando-se a Função de Ativação é 
capaz de aprender a não linearidade com 
poucos neurônios.

d) Um modelo com apenas 1 neurônio na 
primeira camada é capaz de aprender a 
não linearidade?

e) O que ocorre com uma arquitetura com 
ReLU e 3 camadas com 3, 3 e 2 neurônios 
respectivamente. O que melhora em 
relação ao exemplo anterior?

f) O que ocorreria se uma rede com muitas 
camadas e muitos neurônios fosse 
utilizada para modelar o problema.
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a) Esse modelo é capaz de aprender não linearidades?
Não. A perda é muito alta e o modelo não se ajusta aos dados.

b) Aumentando-se o número de neurônios é capaz de aprender a não linearidade?
Usando a função de ativação Linear a não linearidade não será aprendida mesmo com um aumento de neurônios.

c) Alterando-se a Função de Ativação é capaz de aprender a não linearidade com poucos neurônios.
Sim. Com ReLU de 3 neurônios isso é possível.

d) Um modelo com apenas 1 neurônio na primeira camada é capaz de aprender a não linearidade?
Não. No mínimo o número de itens classificados é necessário?

e) O que ocorre com uma arquitetura com ReLU e 3 camadas com 3, 3 e 2 neurônios respectivamente. O que melhora em 
relação ao exemplo anterior?
A convergência da rede em poucas épocas.

f) O que ocorreria se uma rede com muitas camadas e muitos neurônios fosse utilizada para modelar o problema.
Sobreajuste



Considere essa 
situação inicial para 
as próximas questões.
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Questões:

a) Usando o modo Regenerate a partir do 0, 
com diferentes condições iniciais, as redes 
irão gerar os mesmos resultados após 
aproximadamente 500 épocas?

b) Adicionando camadas, há um aumento 
de estabilidade?
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a) Usando o modo Regenerate a partir do 0, com diferentes condições iniciais, as redes irão gerar os mesmos 
resultados após aproximadamente 500 épocas?
Não.  Veja alguns resultados. As redes dependem das condições iniciais.



b) Adicionando camadas, há um aumento de estabilidade?
Sim.  Veja alguns resultados. As redes tendem a ficar mais 
estáveis para condições similares de dados.



Questões:

a) Considerando o conjunto espiral com 30% de ruído, 
como alterar os hyperparâmetros e as Engineering 
Features no sentido de se obter um bom modelo em 
termos de Perda e Convergência? 

b) Qual o desempenho de um modelo de NN quase 
mínimo?

c) Qual o desempenho de um modelo de NN quase 
máximo?

d) Qual o desempenho das Feature Engineering em um 
modelo de NN médio?

e) Como fica o desempenho do caso anterior com 
regularização?

f) Como fica o desempenho do caso anterior com 
redução de ruído?

g) Como fica o desempenho do caso anterior com a 
redução de uma camada oculta?

h) Como fica o desempenho do caso anterior com 
apenas uma camada oculta?

i) Obtenha uma configuração ótima com apenas uma 
camada e sem ruído.

Spiral data

Considere 
essa situação 
inicial para as 
próximas 
questões.
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a) Considerando o conjunto espiral com 30% de ruído, como alterar os hyperparâmetros e 
as Engineering Features no sentido de se obter um bom modelo em termos de Perda e 
Convergência? 

Uma ideia aqui é desenvolver Delineamento de Experimento (envolvendo DOEs 
exploratórios, fatoriais, RSMs testando várias opções considerando, entre outros, os 
seguintes fatores:
• Batch size
• Learning rate
• Activation function
• Regularization
• Regularization rate
• Features
• Hidden layers/Neurons

Um exemplo de estudo:
Artigo Neurocomputing, 2009 (Design of experiments on neural network’s training for 
nonlinear time series forecasting) 

https://pedro.unifei.edu.br/Artigos%20Publicados/2009%20Neurocomputing.pdf


Perda alta e instável 
mesmo após 2000 épocas

Modelo quase mínimo: 
Quanto menor melhor?

O modelo não é capaz de 
convergir para 
separabilidade dos pontos.

b) Qual o desempenho de um modelo de NN quase mínimo?



Perda alta e instável 
mesmo após 2000 épocas

c) Modelo máximo. Quanto 
maior melhor?

Fica muito lento  com muito tempo computacional para 
ajustar os pesos. A learning rate está alta.
O modelo não é capaz de convergir para separabilidade 
dos pontos.

c) Qual o desempenho de um modelo de NN quase máximo?



Perda alta e instável 
mesmo após 2000 épocas

d) Modelo 
médio. 

Diminuindo a Learning rate fica mais lento ajustar os 
pesos. Mas a diminuição da rede compensa a velocidade.

O processo de seleção das melhores Input Features é 
chamado de Feature Engineering.

O modelo não é capaz de convergir para separabilidade 
dos pontos devido ao ruído.

d) Qual o desempenho das Feature Engineering em um modelo de NN médio?



Perda reduzida e estável 
após 2000 épocas

Modelo médio. 

Adicionando Regularization (L2, 0.003) ajuda na 
generalização e o valor pequeno  da rate aprende 
complexidades.
A adição de features pode ser fundamental.

O modelo não é capaz de convergir para separabilidade 
dos pontos devido ao noise.

e) Como fica o desempenho do caso anterior com regularização?



Perda pequena e estável 
em menos de 1000 épocas

Modelo médio. 

O modelo é capaz de convergir para separabilidade dos 
pontos uma vez que noise foi reduzido a 30%.

f) Como fica o desempenho do caso anterior com redução de ruído?



Perda pequena e estável

Modelo médio 
reduzido em uma 
camada 

O modelo é capaz de convergir para separabilidade dos 
pontos uma vez que noise foi reduzido a 30%.

g) Como fica o desempenho do caso anterior com a redução de uma camada oculta?



Perda pequena e estável

Modelo reduzido 
com apenas uma 
Hidden Layer 

O modelo é capaz de convergir para separabilidade dos 
pontos uma vez que noise foi reduzido a 30%.

h) Como fica o desempenho do caso anterior com apenas uma camada oculta?



i) Obtenha uma configuração ótima com apenas uma camada.
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